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Wykorzystanie sieci neuronowych w dochodzeniach
Zwigzanych z przestepczoscig gospodarcza na rynku

paliw ptynnych. Czesc 1

W artykule dokonano krotkiego przegladu literatury poswigconej wykorzystaniu sieci neuronowych przy okreslaniu niekto-
rych wlasciwosci benzyn silnikowych, istotnych przy predykeji ich jakosci w powiazaniu ze sktadem chemicznym ozna-
czanym metodami chromatograficznymi (GC-FID, GC-MS).

Stowa kluczowe: sieci neuronowe, benzyna silnikowa, wtasciwosci benzyn silnikowych.

The use of neural networks in investigations related to economic crime on the liquid fuels

market. Part 1

In the article a brief review of the literature on the use of neural networks in the determination of certain properties of motor
gasoline relevant for the prediction of their quality in relation to chemical compositions determined by chromatography

(GC-FID, GC-MS) was done.

Key words: neural networks, motor gasoline, motor gasoline properties.

Wstep

W ramach swojej dziatalnosSci instytucje badawcze wy-
konujg lub moga wykonywac szereg ustug eksperckich i la-
boratoryjnych dla organdéw $cigania oraz instytucji zajmu-
jacych sie monitoringiem jakosci paliw, majacych w efek-
cie poprawi¢ bezpieczenstwo stosowania paliw ciektych do-
stepnych na rynku polskim.

W walce z przestepczoscig gospodarcza zwigzang z fat-
szowaniem paliw wazne s3 dwa elementy:

» szybkie okreslenie sktadu chemicznego badanego paliwa

W powigzaniu z jego wlasciwosciami,

» wskazanie prawdopodobnego zrodta pochodzenia zabez-
pieczonej probki paliwa.

Trudno$ci w szybkim i pewnym okresleniu tych dwoch
czynnikow uniemozliwiaja szybka reakcje i skuteczne prze-
ciwdziatanie zjawisku fatszowania paliw, powodujacemu ol-
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brzymie straty finansowe skarbu panstwa. Mozliwo$¢ szyb-
kiego kojarzenia i odtwarzania cato$ci informacji na podsta-
wie informacji niepetnej oraz zdolno$¢ prawidtowego zinter-
pretowania danych znieksztatconych Iub niekompletnych by-
faby bardzo pomocna przy rozwigzywaniu tego rodzaju pro-
bleméw. Aktualnie w Polsce i w Europie w obrocie detalicz-
nym wystepuja benzyny silnikowe zawierajace w swym skta-
dzie zwiazki tlenowe (alkohole i etery), z ktorych gtownie
stosowanymi sg: etanol w ilosci do 10% (V/V) oraz eter ety-
lowo-tert-butylowy. Paliwa te sa bardzo wrazliwe na proby
fatszowania. Wszelkie, nawet niewielkie zmiany w sktadzie
komponentowym, powstajace przy nieuprawnionej ingeren-
cji, moga spowodowaé zmiany wtasciwosci paliw, wplywa-
jac negatywnie na $rodowisko naturalne i silniki spalinowe
napedzane tym paliwem.



Wptyw etanolu na lotho$¢é benzyny silnikowej

Lotnos$¢ taczy ze sobg dwa parametry, ktore sg istotne dla
wiasciwej pracy silnika samochodowego o zaptonie iskro-
wym, tj. sktad frakcyjny i pr¢znosé¢ par [17, 28, 34, 35, 43-45].

W zakresie matych udzialow etanolu w benzynie silni-
kowej — do 10% (V/V) — wyraza si¢ to nieaddytywnym pod-

wyzszeniem ilosci cieczy odparowujacej do 70°C i drastycz-
nym podwyzszeniem preznosci par. Nieodpowiednio dobra-
ny sktad weglowodorowy benzyny bazowej moze by¢ przy-
czyna probleméw eksploatacyjnych. Parametry lotno$ciowe
bowiem odpowiadajg za wlasciwosci rozruchowe paliwa.

Wptyw etanolu na przebieg krzywej odparowania

Alkohole — etanol Iub metanol — tworza z benzyng silni-
kowg mieszaniny azeotropowe wpltywajace na ksztalt krzy-
wej odparowania [17, 28, 32, 34-36].

Tlos¢ paliwa odparowujacego do 70°C (E70) odpowiada
za tatwos¢ rozruchu zimnego silnika, nagrzewanie si¢ silnika,
emisje par i tworzenie sie korkéw parowych. Srodkowy za-
kres objetosci paliwa odparowujgcego, tj. pomigdzy 70+100°C
(E100), wiaze si¢ z szybkoscia rozgrzewania silnika, uzyska-
niem odpowiedniego przyspieszenia i stabilng praca silnika
w warunkach zimowych [36]. Efekty mieszania objgtoscio-
wego [17] etanolu z benzyng nie s3 odwzorowywane pro-

stym procesem (rownaniem) liniowym. Proces ten jest wraz-
liwy na wlasciwosci benzyny bazowej. Rozpietos¢ wartosci
przyrostow' A E100 byla znacznie mniejsza niz w przypadku
A E70, zwlaszcza przy nizszych stezeniach etanolu. Wyzsze
poziomy zawartosci etanolu generowaty przyrosty A E100 do
20% (V/V), podobnie malaly przyrosty A E100 wraz ze wzro-
stem E100 paliwa bazowego. Nieaddytywno$¢ parametru skta-
du frakcyjnego benzyny zawierajacej etanol jest przedmiotem
badan prowadzonych w INiG — PIB od wielu lat. W czasie
mieszania ze sobg frakcji weglowodorowych, a takze etanolu,
wystepuja zarowno dodatnie, jak i ujemne efekty mieszania.

Wptyw temperatur odparowania paliwa na wiasciwosci eksploatacyjne silnikéw o zaptonie iskrowym

Specyfikacja amerykanska benzyny ASTM okresla war-
tosci temperatur odparowania 10, 50 1 90% objgtosci paliwa.
Limit wartosci temperatury T50 podawany jest w przedziale
minimum-maksimum, a dla T10 i T90 okres$lony jest tylko
limit gorny. W przypadku mieszanin benzyny bazowej z r6z-
nymi alkoholami wartosci te moga zmienia¢ si¢ w znacznym

stopniu [34, 35, 40]. Stosowanie mieszanin etanolu z benzy-
ng silnikowg obniza temperature¢ odparowania tak powstate-
go paliwa, a przy stezeniach etanolu wyzszych niz 10% moze
zmieni¢ optymalne warunki pracy silnika, jesli nie wprowadzi
si¢ odpowiedniej zmiany w formule benzyny bazowej wy-
korzystywanej do zestawiania gotowej benzyny silnikowe;.

Wptyw etanolu na preznosé par

Pr¢znos$¢ par okresla fatwo$¢ uruchamiania silnika samo-
chodowego 1 sktonnos¢ paliwa do tworzenia korkow paro-
wych. Parametr ten to dodatkowy wskaznik oceny lotnosci
paliwa i jest on powigzany z temperaturg poczatku destyla-
cjioraz E70 [17, 28, 34, 35, 43-45, 48].

Benzyny silnikowe o duzej lotnosci odparowujg bardzo
szybko, co z jednej strony jest korzystne dla uruchamiania
silnika w niskich temperaturach, z drugiej jednak — moze po-
wodowaé powstawanie korkéw parowych i zaburzaé proces
spalania, prowadzac nawet do zatrzymania silnika.

Proby predykcji wartosci niektorych parametrow jakosciowych benzyny silnikowej
z wykorzystaniem sieci neuronowych

Jak przedstawiono powyzej, zjawisk fizykochemicznych
obserwowanych przy produkcji i uzytkowaniu benzyn silni-
kowych nie da si¢ opisac przez prostg aproksymacje linio-
w3, nie narazajac si¢ na btedy mogace by¢ przyczyng strat
lub awarii, zwtaszcza wowczas, gdy w zbiorniku ,,spotka-
ja si¢” (np. w wyniku zbiegu okolicznosci lub w efekcie fat-
szerstwa) paliwa lub komponenty dajace niekorzystne dla
uzytkownika ,,efekty zmieszania”.

Wtasnie w takich sytuacjach najszybszym i najwygodniej-
szym rozwigzaniem problemu moze sta¢ si¢ wykorzystanie
sieci neuronowych mogacych opisywacé zaleznosci nieliniowe.
Sieci neuronowe i uktady na nich oparte umozliwiajg kontrolg

'A E70, A E100 odparowanej (oddestylowanej) objetosci benzyny
do temperatury 70°C i 100°C.
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nad ztozonym problemem wielowymiarowosci, ktory przy
stosowaniu innych metod znaczaco utrudnia proby mode-
lowania zalezno$ci nieliniowych z duzg liczbg zmiennych.
Sieci neuronowe same konstruuja potrzebne uzytkowniko-
wi modele i automatycznie uczg si¢ na podanych przez nie-
go przyktadach.

Warunkiem koniecznym przy stosowaniu sieci neurono-
wych jest posiadanie odpowiedniej liczby serii danych 1 ist-
nienie rzeczywistej zaleznosci lub zespotu zalezno$ci. Ba-
dania przeprowadzone w ramach szeregu prac [6, 9, 13, 15,
16, 18, 25, 27, 29, 32, 34-36, 38, 42] wskazuja na istnie-
nie nicaddytywnych zalezno$ci pomiedzy wlasciwosciami
benzyn bazowych a benzyn zawierajacych zwigzki tlenowe.

Przeglad literaturowy [2, 5, 8, 11, 12, 14, 30, 37, 47, 46]
w zakresie wykorzystywania sieci neuronowych do predykcji
wiasciwosci benzyn silnikowych i ich sktadnikoéw w zalezno-
$ci od sktadu chemicznego (badanego r6znymi sposobami)
pokazuje, ze bardzo istotne jest zgromadzenie odpowiedniej
liczby serii danych (wystarczajacego materiatu do analizy),
aby mozna byto w petni wykorzysta¢ mozliwosci interpreta-
cyjne sieci neuronowych. W innych przypadkach mozna tylko
przypuszczac, ze w sieciach neuronowych drzemie ogromny
potencjat, ale nie do konca bedzie to mozliwe do wykazania.

Dla matej liczby serii danych sieci neuronowe beda od-
wzorowywac tylko zalezno$ci liniowe, co mozna osiggnac
rowniez, kreslac lub obliczajac linie trendu.

Przyktadowo na podstawie matego zbioru probek badaw-
czych, obejmujacego zakres liczby oktanowej od 81,4 do
99,7 jedn., opisano problem przewidywania liczby oktano-
wej z uzyciem sieci neuronowych na podstawie sktadu che-
micznego mieszanek benzynowych [8]. Przeanalizowano
45 prébek benzyn roznej jakosSci, badajac liczbe oktanowsg
1 catkowity sktad grupowy w oparciu o metod¢ chromatogra-
ficzng wedtug ASTM D5134 (oznaczenie sumy zawarto$ci
(% [m/m]): n—parafin, i-parafin, naftenow, olefin i aromatow).
Zawarto$¢ (wyrazona w % [m/m]) etanolu (0~=5) oraz sumy za-
wartosci n—parafin (4,627+7,867), i-parafin (18,339+52,151),
naftenow (1,398+26,275), olefin (0,029+22,713) i aromatow
(13,863+71,990) uzyto jako dane wejsciowe dla sieci neuro-
nowej obliczajacej liczbe oktanowa.

Wyniki pomiarow (widm) w podczerwieni (FTIR) 1 wy-
niki oznaczenia sktadéow indywidudéw chemicznych meto-
da chromatografii gazowej uzyto do przewidywania jakosci
benzyny i jej klasyfikacji.

Dane zostaty przetworzone za pomocg analizy gtéwnych
sktadowych (PCA — Principal Components Analysis) i algo-
rytméw, opartych o logike rozmyta (FCM — Fuzzy Cognitive
Maps), stajac si¢ danymi poddawanymi analizie i klasyfiko-
wanymi przez sieci neuronowe i hybrydowe maszyny wek-
toréw nosnych (SVM — Support Vector Machine).
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Jako dane uczace wykorzystano 35 mieszanek benzyn sil-
nikowych, a jako zbidr testowy 10 mieszanek benzyn.

Dla takiego zbioru danych jako$¢ (doktadnos¢) przewi-
dywania liczby oktanowej dokonywana przy pomocy re-
gresji wielorakiej i sieci neuronowych jest porownywalna.

W przypadku klasyfikacji benzyn silnikowych w zalezno-
$ci od widma IR probek i ich sktadu chemicznego zauwazy¢
mozna zalezno$¢ nieliniowa, co sktania ku szerszemu bada-
niu problemu w oparciu o wigkszg liczbe probek.

Ze zbioru 1284 probek, pochodzacych z brazylijskiego ryn-
ku paliw w roku 2001, wylosowano 180 probek o gestosci po-
miedzy 0,7400 a 0,7800 g/cm’, a spo$rdd nich wylosowano
35 probek benzyn, charakteryzujacych si¢ maksymalng i mi-
nimalng zawarto$cig etanolu lub weglowodorow aromatycz-
nych albo parafin i olefin [14]. Przyjeto, ze wybrany zestaw 35
probek jest reprezentatywny dla catego zbioru 1284 probek.
35 wybranych probek poddano analizie:

» sktadu weglowodorowego — w oparciu o metod¢ chro-
matograficzng GC—FID. Chromatogramy poddano ob-
rébce przy pomocy specjalistycznego oprogramowania
(DHA — Detailed Hydrocarbon Analysis) identyfikuja-
cego okoto 500 sktadnikow (pikow chromatograficznych
pochodzacych od weglowodorow wystepujacych w ben-
zynach). Niezidentyfikowane zwigzki stanowity okoto
8% (byty to zwiazki zawierajace azot, siarke oraz olefi-
ny i niektdre zwigzki aromatyczne).

Warunki prowadzenia oznaczen:

— kolumna: CP-SIL PONA CB FS 100 m x 0,25 mm

(0,5), Chrompack,

— gaz nosny: hel, predkos¢ liniowa 30,0 do 30,2 cm/s

przy 35°C,

— detektor: FID, temperatura: 300°C,

— gazy: woddr, powietrze, azot,

dozownik: temp. 250°C, dzielnik strumienia — 200:1;

* badan wedtug norm ASTM:

— cigzar wlasciwy w 20°C,

— prezno$é par (RVP), metoda mini Reid,

— metoda destylacji atmosferycznej ASTM D86 (IBP,

T10, T50, T90, FBP).

Ze zbioru wynikow badan 35 probek 25 zostato wyko-

rzystanych jako zestaw szkoleniowy, a 10 jako zestaw te-

stow dla sieci neuronowych (SSN).

Sktad chemiczny benzyn oznaczano metoda chromato-

graficzng (weglowodory grupowano wedtug ich glownej

funkcji chemicznej). Jako dane wejsciowe do sieci neu-
ronowych wykorzystano:

’IBP — temperatura poczatku destylacji; T10, T50, T90 — temperatu-
ra oddestylowania odpowiednio: 10, 50 i 90% objetosciowych prob-
ki; FBP — temperatura konca destylacji.



» pelny raport, opisujacy udzialy objetosciowe frakcji, to
jest 66 grup weglowodorow:

— parafiny (PC3, PC4, PCS5, PC6, PC7, PC8, PC9, PC10,
PC11, PC12, PC13, PC14, PC15, PC16); aromaty
(AC6, AC7, AC8, AC9, AC10, ACI11, AC12, AC13,
AC14, AC15), C14+ (C14, C15); izoparafiny (IC5,
IC6, IC7, IC8, 1C9, IC10, IC11, IC12); olefiny (OLC4,
OLCS5, OLC6, OLC7, OLCS8, OLC9, OLC10, OLCI11,
OLC12, OLC13, OLC14, OLC15, OLC16),

— zwiazki zawierajace tlen (OX2, OX3, 0X4) i niezidenty-
fikowane — w tym zwigzki zawierajace azot i siarke (UCS,
ucCe, UC7, UC8, UC9, UC10, UCI11, UCI12, UC13);

» zwiezle sprawozdanie, sktadajace si¢ z sumarycznie przed-
stawionych udzialow gtownych grup weglowodorow: pa-
rafin, izoparafin, aromatow, naftendéw i olefin oraz zwigz-
koéw tlenowych i1 niezidentyfikowanych.

W wyniku zastosowania sieci neuronowych w obu przy-
padkach nie osiagnigto oczekiwanych przez badaczy wyni-
kow, tj. poprawnego przewidywania preznosci par (RVP) oraz
parametrow destylacji normalnej T10, T50, T90.

Spowodowane byto to zbyt matg iloscig danych uczacych.
Sieci odwzorowywaty tylko zaleznoS$ci liniowe lub uczyty
si¢ na pamie¢, co mogto by¢ efektem zbyt matej gtebokosci
sieci lub nieodpowiednio dobranych przyktadéw uczacych.

Wykorzystano sie¢ neuronowg do przewidywania licz-
by oktanowej badawczej benzyny silnikowej [31]. W bada-
niach starano si¢ powigza¢ sktad komponentowy mieszanin,
wyrazony udziatami objeto$ciowymi pigciu komponentow

o specyficznych wiasciwosciach, z wlasciwos$ciami powsta-
tych mieszanek (gotowych benzyn): gestoscia, preznoscia
par (RVP), parametrami destylacji i zawarto$cig siarki. Wta-
sciwo$ci mieszanki stosowanej jako dane wejsciowe zmien-
nych w modelu obliczano jako funkcje liniowe stezen kom-
ponentéw. Odchylenie standardowe btedu predykceji miesci-
lo si¢ na ogoét ponizej 0,8 jedn. RON/MON. Jednak stosun-
kowo waski przedziat zawartosci sktadnikow badanej ben-
zyny budzi watpliwo$¢ co do mozliwosci ekstrapolacji wy-
nikdéw na benzyny o innych sktadach.

W literaturze przedstawiono mozliwos¢ zastosowania w wa-
runkach produkcji w greckiej rafinerii sieci neuronowych do
przewidywania liczby oktanowej badawczej (RON) produko-
wanych mieszanek benzyn [37]. Opracowane modele ANN wy-
korzystywaty jako zmienne wejsciowe udziaty objetosciowe
siedmiu najczesciej stosowanych w warunkach rafinerii kom-
ponentow: strumieni z fluidalnego krakingu katalitycznego
(FCC) — benzyny krakingowej, reformatu (REF), izomeryza-
tu (ISO), alkilatu (ALK) i dimersolu (DIM) wraz z frakcja bu-
tanowg (C4) oraz eterem metylowo-tert-butylowym (MTBE).

Algorytm stuzyl do okre$lania sktadu benzyny bazowej
(pominigto staty strumien frakcji butanowej i MTBE). Uzy-
skana doktadno$¢ przewidywania wynosita w warunkach ra-
fineryjnych 0,2 jedn. dla liczby oktanowej badawczej (RON).

Stwierdzono, ze w warunkach rafineryjnych mozliwe jest
wiarygodne przewidywanie RON mieszanek benzynowych
przy zastosowaniu sieci neuronowych z doktadnosciag po-
rownywalng do odpowiedniej standardowej metody ASTM.

Mozliwosci interpretacyjne systeméw wykorzystujacych sztuczna inteligencje

Przy tworzeniu systemow wykorzystujacych sztuczna
inteligencje, zbierajacych dane i generujacych wiedzg waz-
ne jest zgromadzenie odpowiedniej liczby zmiennych nie-
zaleznych (danych réznicujacych poszczegdlne sktadniki),
mogacych mie¢ wplyw na zmienne zalezne (poszukiwane
wiasciwosci). Drugorzedng sprawg jest doktadna interpreta-
cja zjawisk czy ich sktadnikéw, poniewaz koncowym efek-
tem ,,rozumowania maszynowego” jest konkluzja: ,.,tak” lub
»hie” (,0” lub ,,17). W przypadku pikow chromatograficz-
nych (chromatograméw), uzywanych dla uczenia sieci neu-
ronowej niewazne jest nazwanie zwigzku, od ktérego pocho-
dzi pik, lecz jego rozroznienie lub zréznicowanie [20-24].

Badania[2,5,7, 8, 11-14, 29-31, 37, 39, 41, 46, 47] wska-
ZUja na ograniczenia interpretacyjne systemow wykorzystuja-
cych dane zagregowane. W takiej sytuacji nie mozna jedno-
znacznie wskazac, ktory sktadnik jest krytyczny w danej mie-
szaninie, zwlaszcza przy badaniu bardziej ztozonych zjawisk.
Przy agregacji danych istnieje rowniez mozliwos$¢, ze otrzyma
si¢ zalezno$ci zmieniajgce si¢ w pewnym zakresie podobnie

jak wielkosci poszukiwane, jednakze opisujace inne zjawisko
niz badane. W przypadku proby wykorzystania tak przyjetej
zaleznosci w realnych warunkach moze to skutkowa¢ catko-
wicie btgdnymi wynikami prognoz. Rozwiazaniem tego pro-
blemu wydaje si¢ by¢ zastosowanie bardziej wyrafinowanych
metod badawczych dajacych nowe informacje o analizowa-
nym przedmiocie. Wykorzystanie metod chromatograficznych,
aw szczego6lnosci metody GC-MS [1, 4, 26, 33], daje mozli-
wo$¢ wprowadzania nowych wskaznikow, ktore beda roznico-
waé ,,piki zwigzkow” nicoznaczanych za pomocg GC—FID itp.
Pozyskane dane mogg dostarczy¢ informacji na temat wzajem-
nego oddziatywania pomiedzy sktadnikami benzyny w mie-
szankach, ujawniajgc charakter efektu mieszania.

Wada systemu opartego na duzej liczbie zmiennych jest
oczywiscie trudnosé¢ zdobycia wymaganej duzej liczby serii
danych (tzw. ,,przeklenstwo wielowymiarowosci”), jednak-
ze system taki z czasem odkrywac bedzie prawdziwe (a nie
pozorne) zalezno$ci w mieszaninie i wytworzy wilasciwg
(prawdziwa) wiedze na zadany temat.
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Podsumowanie

Niniejszy przeglad zastosowania sieci neuronowych w ba-
daniach identyfikacyjnych probek wskazuje na gtowne pro-
blemy, jakie moga wystapi¢ przy probie zastosowaniu sieci
neuronowych do wykrywania przestepstw gospodarczych.

Szybkie okreslenie sktadu chemicznego badanego pa-
liwa w powigzaniu z jego wlasciwosciami wymaga dobra-
nia odpowiedniego narzgdzia (np. metody chromatograficz-
ne GC-MS, GC-FID, GC-OFID), ktore dostarczy istotnych
danych dla okreslenia newralgicznych parametréw benzyny
silnikowej (RVP, E70, E100, RON, MON) dostepnej na pol-
skim rynku paliw ptynnych.

Przy wskazywaniu prawdopodobnego zrodia pochodze-
nia zabezpieczonej probki paliwa nalezy tak dobra¢ metody

identyfikacyjne i stopien agregacji danych, aby nie utraci¢
(zatrze¢) atrybutdw odrdzniajacych probki benzyn od siebie,
przy rozsadnej, mozliwej do przetworzenia przez wykorzy-
stywany system obliczeniowy, ilo$ci danych wejsciowych.

Przedstawione w artykule przyktady danych literaturo-
wych wskazuja jedng z mozliwych drog wykorzystania po-
tencjatu sieci neuronowych dla celéw identyfikacyjnych,
a pozniej $ledczych w przypadku benzyn silnikowych za-
wierajacych zwiazki tlenowe.

W kolejnym artykule pt.: Wykorzystanie sieci neurono-
wych w dochodzeniach zwigzanych z przestepczoscig go-
spodarczq. Czes¢ 2 przedstawione zostang wyniki badan
INiG — PIB, uzyskane w badaniach wtasnych.

Prosimy cytowac jako: Nafta-Gaz 2017, nr 12, s. 974-979, DOI: 10.18668/NG.2017.12.09
Artykut nadestano do Redakeji 14.12.2016 r. Zatwierdzono do druku 6.10.2017 .

Artykut powstal na podstawie pracy statutowej pt.: Zastosowanie sieci neuronowych w dochodzeniach sledczych INiG — PIB wy-

konywanych metodologiq fingerprinting — praca INiG — PIB na zlecenie MNiSW; nr zlecenia: 0075/TA/16/01, nr archiwalny:

DK-4100-69/16.
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